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摘要摘要摘要摘要    

k鄰居搜尋方法是用來在一群資料點中找尋一給定查詢點 k個最近鄰居的方法，k鄰居

搜尋方法非常耗時，為了加快 k 鄰居的搜尋速度，許多快速 k 鄰居搜尋方法已被提出。現

有快速 k鄰居搜尋方法的效能很容易受到資料集的維度、資料量、以及資料分佈情形影響，

在極端的情況下，快速 k 鄰居搜尋方法的效能可能比完全搜尋方法還差。為了解決這個問

題，本計劃使用多種不同的真實資料集，測試 5 種快速 k 鄰居搜尋方法。實驗結果顯示，

我們所設計的方法在不同維度、不同資料量、以及不同資料分佈情形的資料集下，大部份

情況下，表現均比現有快速 k 鄰居搜尋方法更好。本計劃的結果非常適合用來為未知資料

集挑選快速 k鄰居搜尋方法。 

 

關鍵字關鍵字關鍵字關鍵字：：：：快速 k鄰居搜尋方法，正交搜尋樹，效能評估. 

 

Abstract 

The problem of k-nearest neighbors (kNN) search is to find nearest k neighbors from a given 

data set for a query point. The finding process of kNN is very time comsuming. To speed up the 

finding process of nearest k neighbors, many fast kNN search algorithms were proposed. The 

performance of fast kNN search algorithms is highly influenced by the number of dimensions, 

number of data points, and data distribution of a data set. In the extreme case, the performance of 

a fast kNN search algorithm may be poorer than the full search algorithm. To overcome this 

problem, five fast algorithms were tested using multiple real data sets. Experimental results show 

that the proposed methods have better performance than others under various numbers of 

dimensions, various numbers of data points, and different types of data sets in most cases. The 

result of the project will be very useful in choosing a fast kNN search algorithm for an unknown 

data set. 

 

Keywords: Fast kNN Search Algorithm, Orthogonal Search Tree, Performance Evaluation. 
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1.前言前言前言前言 

搜尋最接近的 k個鄰居(k nearest neighbors; kNN)問題是由一組已知資料集中找出與查

詢點最接近的 k個鄰居出來，這個技術已廣泛應用在許多科學與工程應用中，主要應用領

域有：樣型識別[1]、物件識別[2]、資料分群[3, 4]、函式近似[5]、向量量化[6, 7]、與樣型

分類[8, 9]等，隨著網路的普及以及資訊產業的快速發展，資料搜尋的應用變得愈來愈普遍，

快速資料搜尋技術也變得愈來愈重要。 

針對一個查詢點 Q，要由一個內含 n個資料點的資料集 S={X1, X2, ..., Xn}中找到 k個與

Q最接近的鄰居，最直覺的作法是計算查詢點 Q與資料集 S中所有點的距離，這個方法稱

為完全搜尋法(Full search algorithm; FSA)，針對一個查詢點，需要計算 n個距離。距離計算

通常使用平方歐基里德距離(squared Euclidean distance)，針對一個維度為 d的查詢點 Q=[q1, 

q2, ..., qd]
T，以及資料集 S中的一個資料點 Xi=[xi1, xi2, ..., xid]

T，兩點的平方歐基里德距離計

算公式定義如下： 

D(Xi, Q)=∑
=

−

d

j

jij qx
1

2)( . (1) 

也就是說，要找到 k個最接近鄰居，必須計算資料集內所有資料點與查詢點的距離，

每個距離計算必須做 d個減法，d個乘法，與 d-1個加法，針對一內含 n個資料點的資料集，

其計算複雜度為θ(d×n)。使用完全搜尋法尋找 k個最接近鄰居需要大量的計算，而且耗時。

為了降低尋找 k個最接近鄰居所需的計算時間，目前已有許多快速 kNN搜尋演算法[10-22]

可用，各種方法的表現與資料集內資料點的數量、維度大小、以及資料分佈情形有密切關

係，如何針對自己的需要找到適用的方法，並不是件容易的事。有些方法，雖然在某些情

況（例如低維度）有不錯的表現，但是在其它情況（例如高維度）表現並不好，若選錯方

法，則加速效果不佳。在現有文獻中，每種快速搜尋方法僅針對部份資料集做測試，並無

法窺探每種方法在各種情況下的表現。如何快速依資料集特性選擇適用的快速 kNN搜尋方

法是個很大的問題。 

2.研究目的研究目的研究目的研究目的 

本計劃主要目的在透過足夠的真實資料，測試各種快速 kNN 搜尋方法在不同情況下

的表現，藉以提供快速 kNN 搜尋方法的快速選擇依據，此外，藉由所產生的實驗結果，

也可回頭設計適合各種情況的快速 kNN搜尋方法。 

3.文獻探討文獻探討文獻探討文獻探討 

現有的快速 kNN搜尋方法大致上可概分為以下兩類： 

� 具樹狀結構之快速 kNN搜尋方法 

這類演算法[10-16]事先將資料集中的資料點依資料點的特徵做分類，並使用樹狀結構

儲存資料點的分類資訊；針對一給定的查詢點，要尋找資料集中距離查詢點最近的 k

個鄰居時，則使用分枝以及限制(branch and bound)搜尋方法，過濾不可能的分枝，減

少距離計算量。在這類方法中，Fukunaga與 Narendra [10]使用 Ball Tree 將資料點分類，
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作法是使用分群方法[23-25]將資料點分成幾個不同的群組，針對每個群組的資料，再

細分為多個群組，同樣的過程重覆進行直到每個群組內的資料點距離小於容許值或是

只剩下一個資料點；針對每個群組，須記錄群組中心、群組半徑、以及群組內每個資

料點到群組中心的距離；搜尋資料時，依群組中心與查詢點距離由近至遠依序尋找，

然後再以目前找到之第 k個最近距離 Dk與群組的半徑做為檢查依據，過濾群組。一般

而言，Ball Tree方法對高維度資料有良好的表現[11]，但需要計算查詢點與群組中心的

距離以及將群組依與查詢點的距離排序，因此容易受到所使用之分群方法、群組數量、

以及資料點數量的影響。Friedman [12]等人使用空間分解方法將資料點分類，這個方

法產生一個平衡的 k維度二元樹，又稱為 k-d tree；k-d tree的建構方式是先找出各個資

料維度中使得資料集分離度最大的維度，然後將資料集依該維度將資料均勻的分成兩

個群組，同樣的過程可以對每個群組再次進行分群動作，直到群組中只剩一個資料點

或群組中資料點的距離小於容許值為止；查詢資料時，則依 k-d tree的分類方式找到查

詢點所屬的樹葉群組，由該群組找起，然後再找兄弟群組，搜尋一個群組前，先檢查

該群組是否可被過濾掉。由於 k-d tree 只需計算查詢點到群組邊界的距離，因此額外負

擔較小，當資料集的維度不大時 k-d tree通常比 Ball Tree有更好的表現，資料點數量

對 k-d tree的影響也會比較小，相反的，因分群方法較簡略，當維度大時，效果較差。

其它方法還有 Kim與 Park [13]等人使用有序分割方法建立一個排序好的多分枝搜尋

樹，方便依與查詢點距離的遠近來搜尋群組；Mico [14]等人則事先建立一個距離表及

二元樹，然後使用不同的群組過濾方法來過濾不可能的群組；McNames [15]使用主軸

分析方法找出資料集的主軸，然後使用資料點映射到主軸的映射值將資料點分成 nc個

子群組，每個子群組也使用相同的方式再分成 nc個子群組，直到每個群組的數量小於

nc為止。為了方便依與查詢點的距離遠近搜尋群組，所產生的子群組必須依映射值排

序，方便依與查詢點的距離遠近搜尋群組，所建立出來的樹稱為主軸搜尋樹(PAT)；

Chen[16]等人則使用金字塔結構建構低限制樹(LBT)，金字塔最下層是個別資料點，往

上一層則儲存下層所有資料點所成群組的中心點(維度大小減半)以及群組半徑，最上層

則是所有資料點的平均值且維度為 1；搜尋資料時則使用贏者更新(winner update)搜尋

方法來加速 kNN的搜尋速度。 

� 非樹狀結構之快速 kNN搜尋方法 

這類搜尋方法通常使用排序方式以及資料集的部份特徵來過濾資料點。這類方法中，

Cheng[17]等人提出一個 min-max方法，用來降低運算數量，另外，他們也提出一個部

份搜尋方法(PDS)，該方法在距離計算過程中，一旦發現此距離不可能是 kNN 時，可

提早結束距離計算。Bei and Gray [18]稍後也提出相同於 PDS的詳細演算法以及實驗

結果，證明 PDS 確實可有效降低計算量，PDS 方法通常也會被使用在其它快速 kNN

搜尋方法中。Ra and Kim [19]將資料點事先依資料點的平均值作排序，在 kNN搜尋過

程中，使用二元搜尋法找到資料集中平均值與查詢點平均值最相似的 k個資料點，然

後依平均值差異由小而大，逐次搜尋資料點，搜尋過程中，則利用資料點的平均值與

查詢點的平均值差異程度以及目前第 k個最近鄰居的距離來決定是否提早結束搜尋過

程。Tai [20]等人應用資料點的多個映射值（projection values）來過濾不可能的資料點。

Lu [21]等人應用資料點各維度的平均值、變異數、以及 norm來過濾不可能的資料點；

Lai [22] 等人則應用資料點的多個映射值與三角不等式來過濾不可能的資料點。 
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4.研究方法研究方法研究方法研究方法 

為了改善現有 kNN 快速搜尋方法，我們提出兩種快速 kNN 搜尋演算法，分別說明如

下： 

� Modified Principal Axis Tree(MPAT)方法 

在使用樹狀結構的方法中，PAT是最好的方法之一，針對大部份的資料集都能提供良

好的效能。在 PAT方法中，必須先建構搜尋樹，樹狀結構的每個非樹葉節點均必須記

錄一個主軸(Principal Axis)向量以及每個子節點的映射值範圍，且其子節點必須依對主

軸的映射值排序。kNN的搜尋過程，由根節點開始搜尋，搜尋過程必須計算查詢點對

節點主軸的映射值，然後使用該映射值與子節點映射值的距離作為過濾子節點的依

據，針對過濾不掉的節點，則使用深先搜尋方法繼續檢查該子節點，直到遇到樹葉節

點為止，針對過濾不掉的樹葉節點，則必須計算樹葉節點內所有資料點與查詢點的距

離。 

為了進一步減少距離的計算量，針對樹葉節點，我們記錄樹葉節點中所有資料點

對其父節點主軸的映射值(在 PAT 中樹葉節點沒有主軸)，在搜尋過程中，將過濾不掉

的樹葉節點依其與查詢點的關係分成 L、R、M 三類，其中 L類樹葉節點中所有資料

點的映射值均小於查詢點的映射值，R 類樹葉節點中所有資料點的映射值均大於查詢

點的映射值，M類樹葉節點中資料點的映射值則可能大於或小於查詢點的映射值。然

後針對不同種類的樹葉節點提出不同的資料點過濾方法。由於 MPAT 利用過濾不可能

的資料點加速搜尋速度，因此使用MPAT，必須依據資料量調整 nc的值，使得樹葉節

點具有較多的資料點，才能得到較佳的效能表現。本計劃所提的MPAT方法已發表在

SCI 國際期刊 Digital Signal Processing[28]。 

� Orthogonal Search Tree(OST)方法 

在 PAT方法中，必須為每個節點計算並記錄主軸，由於每個節點的主軸均不相同，因

此在搜尋過程中，必須為每個過濾不掉的非樹葉節點計算查詢點的映射值以及節點的

邊界，當樹狀結構龐大，且過濾不掉的非樹葉節點數量多時，會增加許多計算量。 

為了解決這個問題，我們提出一個不同的樹狀結構，樹狀結構的建構方法跟 MPAT

方法類似，但是主軸則不需針對個別節點計算，而是事先針對整個資料集計算出一組

固定的正交基底(orthonormal basis)，正交基底內含 d個互相垂直的向量(d是資料集的

維度)。建立搜尋樹時，針對每個節點，不需計算主軸，而是由正交基底中挑出一個最

適合的向量作為其主軸，挑法是尋找一個向量使得節點中所有資料點對該向量之映射

值具有最大的標準差。所挑選出來的主軸，必須不同於其所有祖先節點所挑選的主

軸。由於 orthonormal basis內的向量有限，因此查詢點最多只需計算 d個映射值，且

每個路徑上節點的主軸均互相垂直，因此不需計算各節點的邊界。 

所提方法可有效減少映射值與邊界的計算量，雖然所使用的節點主軸並非最佳，

但所建構出來之搜尋樹效果在大部份情況下跟 PAT方法差不多，因此，搜尋速度明顯

較 PAT方法好，所提 OST方法已發表在 SCI 國際期刊 Pattern Recognition中[29]。 
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為了評估現有 kNN方法在不同資料集下的效能表現，本計劃使用兩組資料集，這兩組

資料集分別說明如下： 

� 真實影像資料集 

為了測試資料維度與資料量對 kNN搜尋方法的影響，本資料集使用 8 張 USC-SIPI影

像資料庫[30]所提供的影像作為實驗資料，每張影像大小為 512 × 512 像素。本實驗所

使用的影像如表一所示：  

表一：真實影像 

Lena Milk Peppers F16 

Tiffany Baboon Bridge Lake 

本實驗共產生 9個資料集，其中包括 5個具有 16個維度的資料集，其資料量分別

是 1024, 2048, 4096, 8192, 與 16384，以及 4個具有 1024個資料點的資料集，維度分

別是 4, 64, 256, 與 1024。每個資料集都是一個碼書(codebook)，碼書是使用 8 張影像

中所有不重疊的影像區塊透過 LBG演算法[23]產生而成。以一個 16個維度且資料量為

1024的資料集為例，要產生這個資料集，8 張影像中所有不重疊的 4 × 4影像區塊

(131072個影像區塊)均被用來做為資料點，所產生出來的碼書內含 1024個碼字。為了

測試搜尋速度，本實驗產生 10000個查詢點，每個查詢點悉由 8 張影像中的影像區塊

(131072個影像區塊)隨機選取而來。 

� 真實資料集 

為了測試不同維度、不同資料量、以及不同種類之真實資料集對 kNN搜尋方法的影響，

我們由美國加州大學 Irvine分校所建立的機器學習資料庫[31]中過濾挑選出沒有資料

完整、純數值、且含有群組資訊的真實資料集，所挑選的資料集及其統計資訊如表二

所列，其中資料分散程度的計算方式是取各群組"標準差/(最大值－最小值)"的平均

值。針對每個資料集，分別產生 10000個查詢點作為測試資料，每個查詢點則是隨機

由資料集中挑選產生。 
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表二：真實資料集 

資料集 維度 群數 資料點 資料分散程度 

Iris 4 3 150 0.289 
Abalone 8 3 4177 0.064 
MAGIC Gamma Telescope 10 2 19020 0.077 
Letter Recognition 16 26 20000 0.191 
Ionosphere 34 2 351 0.293 
Statlog (Landsat Satellite) 36 6 6435 0.163 
Waveform Database Generator 40 3 5000 0.141 
Optical Recognition  64 10 5620 0.377 

為了方便表示，表二所列的資料集名稱分別簡化為 Iris、DL_Sensor、Abalone、

Magic、Letter、Ionosphere、Statlog、Waveform、Optical、與 SECOM。 

5.結果與討論結果與討論結果與討論結果與討論 

目前快速 kNN搜尋方法中，表現較好的方法有 PAT[15]、LAI[22]、與 LBT[16]等方法，

為了清楚了解本計劃設計的快速 kNN搜尋方法與現有方法於不同維度、不同資料量、與不

同種類之資料集下的表現，本計劃實作 FSA、PAT、LAI、LBT、MPAT、與 OST等方法，

並實際測試這些方法在不同資料集下的表現。 

實驗中，針對 PAT、MPAT、OST等方法，每個搜尋樹的子節點數目(nc)均設為 20；針

對 LBT方法，我們使用作者網站[32]所提供的原始碼經過我們使用的編譯器重新編譯後的

執行檔執行。所有程式均在Microsoft Visual C++ 2008 Express實作編譯完成，所有實驗均

在一台配備有 Intel Core 2 Due P8600 2.4G Hz與 4GB 記憶體以及Windows Vista Home 

Premium作業系統的個人電腦上完成。以下分別列出針對兩組不同種類資料集的實驗結果。 

� 真實影像資料集 

表三與表四分別列出 5個快速 kNN搜尋方法針對不同資料量之資料集與不同維度之資

料集的前處理時間(單位：ms)。由表三與表四，我們可以看到 LBT與 OST方法在表三

與表四分別需要較多的前處理時間。LBT方法的前處理時間與資料集的資料量有關，

資料量愈大，LBT方法所需要的前處理時間愈多。OST方法的前處理時間則與資料維

度有關，維度愈大，OST方法需要愈多前處理時間。 

表三：針對 16個維度不同資料量之資料集的前處理時間 

資料量 PAT LAI LBT MPAT OST 

1024 16 0 39 16 31 

2048 16 0 164 16 78 

4096 39 8 1,014 47 164 

8192 117 47 6,755 133 375 

16384 312 179 59,826 343 905 

表四：針對 1024個資料點不同維度之資料集的前處理時間 

維度 PAT LAI LBT MPAT OST 

4 0 0 24 0 8 

16 16 0 39 16 31 

64 16 0 39 32 718 

256 78 0 55 109 15,140 

1024 289 15 4,431 437 390,461 
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表五與表六分別列出 5個快速 kNN搜尋方法針對不同資料量之資料集與不同維度

之資料集搜尋 10000個查詢點 3個最近鄰居的搜尋時間(單位：ms)。由表五的結果，

我們可以發現，當資料量不大時，LAI方法效果最好，當資料量大時，OST方法可得

到最佳的效果。由表六的結果，我們可以發現，當維度小時，LAI方法效果最好，當

維度大時，LBT方法可得到最佳的效果。 

表五：針對 16個維度不同資料量之資料集的搜尋時間 

資料量 FSA PAT LAI LBT MPAT OST 

1024 590 71 45 110 71 55 

2048 1,175 98 73 172 98 78 

4096 2,338 149 119 281 147 120 

8192 4,738 288 196 476 290 182 

16384 9,311 372 331 811 367 252 

表六：針對 1024個資料點不同維度之資料集的搜尋時間 

維度 FSA PAT LAI LBT MPAT OST 

4 174 30 20 47 30 23 

16 590 71 45 110 71 55 

64 2,430 204 136 265 200 158 

256 9,943 846 568 890 836 655 

1024 41,355 3,987 2,757 2,442 3,931 3,076 

 

由表五與表六發現，當資料集來自真實影像時，我們可以依據資料集的資料量與

維度挑選適用的快速 kNN搜尋方法。挑選建議如表七所示： 

表七：針對真實影像資料集的快速 kNN搜尋方法挑選建議 

資料量 

維度 
小於 8192 大於 8192 

小於 1024 選擇 LAI方法 選擇 OST方法 

大於 1024 選擇 LBT方法 選擇 OST方法 

� 真實資料集 

表八與表九分別列出快速 kNN搜尋方法針對不同真實資料集的前處理時間與搜尋

10000個查詢點 3個最近鄰居的資料搜尋時間(單位：ms)。 

表八：針對不同真實資料集各種快速 kNN搜尋方法的前處理時間 

資料集 PAT LAI LBT MPAT OST 

Iris 0 0 0 0 0 

Abalone 16 16 1,906 31 47 

Magic 343 234 1,013,609 343 546 

Letter 421 265 159,140 468 1,154 

Ionosphere 0 0 15 0 63 

Statlog 94 47 3,468 124 1,482 

Waveform 78 16 2,109 93 1,950 

Optical 140 31 2,110 156 3,682 
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表九：針對不同真實資料集各種 kNN搜尋方法的搜尋時間 

資料集 FSA PAT LAI LBT MPAT OST 

Iris 36 14 16 15 13 11 

Abalone 1,223 37 34 110 33 27 

Magic 6,900 220 939 907 217 131 

Letter 11,323 772 1,733 1,250 780 541 

Ionosphere 435 173 162 515 168 153 

Statlog 8,274 516 518 1,500 499 451 

Waveform 7,281 2,775 4,477 17,843 2,796 2,746 

Optical 13,163 2,427 5,025 11,156 2,360 2,256 

由表八可以發現，LBT與 OST方法分別在不同情況下花費較多的前處理時間，

其中 LBT針對資料量大的資料集花費較多前處理時間，例如： Magic與 Letter等資

料集；而 OST則針對維度較大的資料集花費較多前處理時間，例如：Waveform。由

表九可見，OST對所有資料集均有最佳的效果，MPAT則排第二。 

由表八與表九，我們可以總結針對大部份的真實資料集而言，OST是最好的選

擇，如果前處理時間相對重要且資料維度大，則MPAT是最佳選擇。當選擇MPAT作

為快速 kNN搜尋方法時，必須依據資料量調整子節點的數目，使得建構出來的搜尋樹

之樹葉節點擁有較多的資料點，以提高資料點的過濾效果。 

表十列出真實資料集的資料分散程度，FSA與 OST的執行時間，以及 OST可降

低的執行時間比例。由表十可見，快速 kNN方法的效能改善與資料分散程度有明顯的

相關性。 

表十：真實資料集 

資料集 資料分散程度 FSA OST 
OST可降低的 

執行時間比例 

Iris 0.289 36 11 69% 
Abalone 0.064 1,223 27 98% 
Magic 0.077 6,900 131 98% 
Letter 0.191 11,323 541 95% 
Ionosphere 0.293 435 153 65% 
Statlog 0.163 8,274 451 95% 
Waveform 0.141 7,281 2,746 62% 
Optical 0.377 13,163 13,163 83% 

kNN 搜尋方法是一個很重要的技術，為了降低 kNN 搜尋方法的計算量，本計劃提出

兩個有效的快速 kNN搜尋方法。快速 kNN搜尋方法的效能很容易受到維度、資料量、與

資料集種類的影響。為了幫助了解各種快速 kNN 搜尋方法的效能，本計劃分別使用一組

真實影像資料集以及一組不同種類真實資料集測試快速 kNN 搜尋方法在不同資料量、不

同維度、與不同資料集下的效能表現。實驗結果顯示，針對真實影像，LAI、LBT、與 OST

等方法分別在不同情況下有較好的表現。針對實驗中的所有真實資料集，OST 則具有最

佳的表現。 
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計畫成果自評 

� 原計畫相符程度與達成預期目標情況原計畫相符程度與達成預期目標情況原計畫相符程度與達成預期目標情況原計畫相符程度與達成預期目標情況 

本計劃預計完成一快速 kNN搜尋方法的效能檢測資料庫並設計受資料量數目，資料維

度，以及資料分佈情況影響較小的快速 kNN搜尋方法。 

計劃執行完畢，已完成開發兩個受資料量數目、資料維度、以及資料分佈情況影響較

小的快速 kNN搜尋方法以及整理出兩組可作為效能檢測的真實資料集，實驗結果顯示，本

計劃所提方法在不同維度、不同資料量、以及不同資料分佈情形的資料集下，大部份情況

下，表現均比現有快速 k鄰居搜尋方法更好。本計劃的結果也非常適合用來為未知資料集

挑選快速 k鄰居搜尋方法。 

� 研究成果之學術或應用價值研究成果之學術或應用價值研究成果之學術或應用價值研究成果之學術或應用價值 

學術價值學術價值學術價值學術價值：：：：本計劃已開發兩個快速 kNN搜尋方法，成果發表在 SCI 國際期刊 Digital 

Signal Processing[28]與 Pattern Recognition [29]，實驗分析結果發表在國際

研討會[32]中。 

應用價值應用價值應用價值應用價值：：：：本計劃所開發出來的快速 kNN搜尋方法是目前已知受資料量、維度、與資

料種類影響最小的方法，此方法可應用在樣型識別[1]、物件識別[2]、資料

分群[3, 4]、函式近似[5]、向量量化[6, 7]、與樣型分類[8, 9]等各種領域。 

� 程式開發程式開發程式開發程式開發人才培育人才培育人才培育人才培育 

本計劃執行人員，包括多位大學部學生，協助閱讀整理文獻、搜集實驗資料、轉換

實驗資料格式、分析實驗資料特性、以及實作快速搜尋方法等，參與本計劃，對學生英

文文件閱讀能力、報告能力、程式實作能力的提昇、做事態度的養成、與實驗方法的熟

悉均有很大的幫助。 
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可供推廣之研發成果資料表可供推廣之研發成果資料表可供推廣之研發成果資料表可供推廣之研發成果資料表    

� 可申請專利  � 可技術移轉                                   日期：100 年 9 月 30 日 
國科會補助計畫國科會補助計畫國科會補助計畫國科會補助計畫    

計畫名稱：快速 k個最近鄰居搜尋之效能檢測資料庫與演算法開發 

計畫主持人：廖怡欽 

計畫編號：NSC 99-2221-E-343-006-     學門領域：資訊學門二 

技術技術技術技術////創作名稱創作名稱創作名稱創作名稱    快速 k個最近鄰居搜尋方法 

發明人發明人發明人發明人////創作人創作人創作人創作人    廖怡欽 

中文：k 鄰居搜尋方法是用來在一群資料點中找尋一給定查詢點 k

個最近鄰居的方法，k鄰居搜尋方法非常耗時，為了加快 k鄰居的

搜尋速度，許多快速 k鄰居搜尋方法已被提出。現有快速 k鄰居搜

尋方法的效能很容易受到資料集的維度、資料量、以及資料分佈情

形影響，在極端的情況下，快速 k鄰居搜尋方法的效能可能比完全

搜尋方法還差。為了解決這個問題，本計劃使用多種不同的真實資

料集，測試 5種快速 k鄰居搜尋方法。實驗結果顯示，本計劃所提

方法在不同維度、不同資料量、以及不同資料分佈情形的資料集

下，大部份情況下，表現均比現有快速 k鄰居搜尋方法更好。本計

劃的結果非常適合用來為未知資料集挑選快速 k鄰居搜尋方法。 

技術說明技術說明技術說明技術說明    
英文：The problem of k-nearest neighbors (kNN) search is to find 

nearest k neighbors from a given data set for a query point. The finding 

process of kNN is very time comsuming. To speed up the finding 

process of nearest k neighbors, many fast kNN search algorithms were 

proposed. The performance of fast kNN search algorithms is highly 

influenced by the number of dimensions, number of data points, and 

data distribution of a data set. In the extreme case, the performance of a 

fast kNN search algorithm may be poorer than the full search 

algorithm. To overcome this problem, five fast algorithms were tested 

using multiple real data sets. Experimental results show that the 

proposed methods have better performance than others under various 

numbers of dimensions, various numbers of data points, and different 

types of data sets in most cases. The result of the project will be very 

useful in choosing a fast kNN search algorithm for an unknown data 

set. 

可利用之產業可利用之產業可利用之產業可利用之產業    

及及及及    

可開發之產品可開發之產品可開發之產品可開發之產品    

可利用之產業：機器學習、樣型識別、資料探勘與知識挖掘、行為

識別等相關產業 

技術特點技術特點技術特點技術特點    
受資料量數目、資料維度、以及資料分佈情況影響較小 

是目前最快速的 kNN搜尋方法 

推廣及運用的價值推廣及運用的價值推廣及運用的價值推廣及運用的價值    可提昇機器學習、樣型識別、資料探勘與知識挖掘、行為識別速度。 

※ 1.每項研發成果請填寫一式二份，一份隨成果報告送繳本會，一份送 貴單位

研發成果推廣單位（如技術移轉中心）。 

※ 2.2.2.2.本項研發成果若尚未申請專利本項研發成果若尚未申請專利本項研發成果若尚未申請專利本項研發成果若尚未申請專利，，，，請勿揭露可申請專利之主要內容請勿揭露可申請專利之主要內容請勿揭露可申請專利之主要內容請勿揭露可申請專利之主要內容。。。。 

※ 3.本表若不敷使用，請自行影印使用。 
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一、參加會議經過 

此次出國主要目的是到美國拉斯維加斯參加 IPCV2011 會議發表論文(附件一)，該會

議屬於 WORLDCOMP 2011 的一個分會，WORLDCOMP 2011 共包括 12 個分會，是一個非常大

的會議，共有 88 個國家超過一千人參加。會議時間 7 月 18 日至 7 月 21 日共四天，開會

場地是 Monte Carlo 飯店。 

此行搭乘華航 CI0006 班機於 7/17 下午 4 點 40 分起飛到美國洛杉機轉機，然後再搭

乘美國航空到拉斯維加斯，到達拉斯維加斯 Excalibor 飯店時已是美國時間下午 6:00。

我住的飯店離會議地點不遠，走路大約 20 分鐘，飯店 Check In 後，先到會議地點看看，

順便參觀拉斯維加斯。 

7 月 18 日早上 8:30 在 Monte Carlo 飯店的戲院開幕，接下來是一系列的演講及論

文發表，7 月 18 日晚上 9:10 大會晚宴，晚宴期間認識了一些與會學者，有從台灣過去

目前在美國北德州大學(UNT)Dallas 分校教書的楊逢仁教授，阿肯色中央大學(UCA)教書

的陳啟天教授，有新加坡國立大學的黃建民教授，馬來西亞多媒體大學的 Sim Kok Swee

教授，馬來西亞 Universiti Kebangsaan 的 Nasharuddin Zainal 教授，...等。 

7/19~7/20 挑選了幾篇有興趣的論文聽聽順便跟一些與會學者談談，發現美國許多

學校也有招生壓力，而且也必須到高中宣導，也發現美國電腦相關科系招生不好，多數

美國人不念電腦相關科系，東南亞狀況則較穩定。7/20 搭乘下午 6:35的飛機到洛杉機，

然後在洛杉機停留幾天，順道到本校的姊妹校西來大學與西來寺，洽談交換學生事宜，

7/26凌晨 1:35分搭乘華航 CI0007回國，7/27 早上 6:00回到台灣。 

 



 

二、與會心得 

參加過許多次會議，這次會議跟以前參加的會議比較不同，參加會議的人數較多，

共有 88 個國家 1 千多人參加，會議場次很多，只能精選幾場參加。這次會議認識一些人，

也發現不同國家電腦相關科系的發展狀況有很大的差異，先進國家一般大學電腦相關科

系招生不足，經營困難，東南亞大學教育供給不足，沒有招生的問題，是值得開發的地

方。拉斯維加斯很熱，除了深夜及早上外，大部份時間均溫約 40度，可是到處可以看到

許多觀光客在路上走路，我發現許多觀光客都是來參加會議的學者或是其家屬，而且除

了我參加的會議之外，還有許多其它會議，藉由舉辦會議促進觀光發展是相當聰明的作

法。拉斯維加斯的飯店與商場集中，方便觀光客參觀及購物，部份距離較遠的飯店，也

有提供免費的輕軌電車，為了吸引觀光客，部份飯店也會提供免費的表演，例如 Virage

提供的火山秀，以及Ｂellagio 提供的大型水舞。台灣目前並沒有類似的場地，如果台

灣可以建置一個類似功能的觀光場地，並鼓勵大型會議到該場地舉辦，相信對提昇台灣

的觀光產業，就業機會，以及國際形象都有很大的幫助。 
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Abstract - The problem of k-nearest neighbors (kNN) search 

is to find nearest k neighbors from a given data set for a query 

point. To speed up the finding process of nearest k neighbors, 

many fast kNN search algorithms were proposed. The 

performance of fast kNN search algorithms is highly 

influenced by the number of dimensions, number of data 

points, and data distribution of a data set. In the extreme case, 

the performance of a fast kNN search algorithm may be 

poorer than the full search algorithm. To help understand the 

performance of fast kNN search algorithms on data sets of 

different types, five fast algorithms were tested in this paper 

using multiple real data sets. The experimental results of the 

paper will be very useful in choosing a fast kNN search 

algorithm for an unknown data set. 

Keywords: Fast kNN search algorithm, performance 

evaluation.  

 

1 Introduction 

  The problem of k-nearest neighbors (kNN) search is to 

find nearest k neighbors for a query point from a given data 

set. This problem occurs in many types of applications [1-3].  

 The intuitive method of finding nearest k neighbors for a 

query point Q from a data set S={X1, X2, ...,  Xn} of n data 

points is to compute n distances between the query point Q 

and all data points in the data set S. This method is called the 

full search algorithm (FSA). Generally, the squared Euclidean 

distance is applied to measure the distance between two points, 

for a query point Q=[q1, q2, ..., qd]
T with dimension d and a 

data point Xi=[xi1, xi2, ..., xid]
T
 from data set S, the distance 

between these two points is defined as below : 

∑
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 The full search algorithm is easy to be implemented, but 

always takes a lot of computation time. To reduce the 

computation time of the kNN finding process, many fast kNN 

search algorithms were proposed [4-8]. Among available fast 

kNN search methods, algorithms proposed by McNames [4], 

Lai et al. [5], Chen et al. [6], and Liaw et al. [7][8] usually 

have better performance than others. In this paper, we refer to 

algorithms presented in [4], [5], [6], [7], and [8] as PAT, LAI, 

LBT, MPAT, and OST, respectively. 

 The performance of fast kNN search algorithms is highly 

influenced by the number of data dimensions, the number of 

data points, and the type of data distribution. For data sets of 

different types, different search algorithms should be chosen 

to achieve the best performance. For the case of a wrong fast 

algorithm is chosen for a data set, the performance of finding 

nearest k neighbors may be poor. In the extreme case, the 

performance of a fast kNN search algorithm may poorer than 

the FSA.  

 To help finding the best kNN search algorithm for an 

unknown data set, this paper evaluates the performance of 

several new and high performance fast kNN search algorithms 

[4-8] using real data sets of various dimensions, various 

numbers of data points, and various types of applications. 

 The rest of this paper is organized as follows. In section 

II, five fast kNN search algorithms [4-8] are briefly reviewed. 

The real data sets selected in this paper are described in 

section III. Experimental results and conclusions are given in 

section IV and section V, respectively. 

2 Fast kNN Search Algorithms 

2.1 The PAT Algorithm 

 The PAT algorithm [4] consists of two phases : the 

principal axis search tree construction phase and the nearest 

neighbors finding phase.  

 The principal axis search tree construction phase builts a 

principal axis search tree for a data set. In the beginning, there 

is only one node (the root node) is created for the tree and all 

data points in the data set are assigned to the root node. Next, 

data points in the root node are partitioned into nc child nodes. 

The partition process of a node is started by evaluating the 

principal axis of data points in the node and followed by 

partitioning data points in the node into nc child nodes 

according to projection values of data points onto the 

principal axis. The partition process is repeatedly applied to 

each child node until the number of data points in a node is 

less than  nc. After the principal axis search tree is built, every 



internal node in the tree maintains nc child nodes and a 

principal axis while a leaf node records a list of data points. 

 To find nearest k neighbors from a principal axis search 

tree for a query point, projection values of the query point 

onto principal axes of tree nodes are used as features to filter 

out impossible tree nodes by traversing the tree in depth-first 

search order and using a node elimination criterion.  

 During the tree nodes filtering process, boundary points 

and projection values of the query point onto principal axes of 

nodes must be evaluated. For a large data set or a search tree 

with high depth, the computation time for evaluating such 

information may be large. 

2.2  The LAI Algorithm 

 This algorithm [5] uses projection values of a point onto 

three vectors (mean, horizontal, and vertical vectors) as 

features and four inequalities to reject impossible data points 

in the nearest neighbors finding process of a query point. 

Before this algorithm can be applied, projection values of data 

points should be evaluated and all data points are arranged in 

asscending order according to mean values of data points. 

 To find nearest neighbors from sorted data points for a 

query point, projection values of the query point onto three 

vectors are first evaluated and the searching order of data 

points is from the data point with the closest mean value to the 

query point to the one with the farthest mean value to the 

query point. During the searching process, four inequalities 

are used in sequence to filter out unlikely data points based on 

their projection values. 

2.3  The LBT Algorithm 

 The LBT algorithm [6] uses a multilevel lower-bound 

tree  and a winner update search method to speed up the 

nearest neighbors finding process.  

 To build the multilevel lower-bound tree for a data set, 

data points in the data set are first transformed using an 

orthonormal basis of d orthogonal vectors, where d is the 

number of dimensions for the data set. Then, data points in the 

data set are partitioned into clusters according to their 

projection values onto the first orthogonal vector and a given 

radius using an agglomerative clustering technique. Each 

cluster is then further partitioned into clusters according to 

their projection values onto the second orthogonal vector. 

This process will be repeated L=log(d)  times and generates 

a tree of L+1 levels. After the above tree is built, a multilevel 

lower-bound tree can be generated according to radiuses and 

centroids of nodes. 

 To find nearest neighbors for a query point using the 

LBT method, the projection values of the query point onto 

orthogonal vectors must be evaluated first and the finding 

process of the query point is performed by traversing the 

multilevel lower-bound tree in breadth-first search order and 

using a node elimination criterion to filter out impossible 

nodes. 

2.4  The MPAT Algorithm 

 The kNN finding process for a query point using the 

PAT method is to reject impossible nodes from a principal 

axis search tree using a node elimination criterion. Once a leaf 

node cannot be rejected, distances between the query point 

and all data points in the leaf node must be computed. 

 To speed up the leaf node search process, the MPAT 

algorithm [7] stores projection values of all data points in leaf 

nodes, categorized leaf nodes into three types, and proposed a 

new leaf node search algorithm. For a leaf node in the tree 

cannot be rejected by the node elimination criterion, data 

points in the leaf node are further checked using their pre-

stored projection values, type information of the leaf node, 

and a data point rejection inequality to reject more impossible 

data points.  

2.5  The OST Algorithm 

 To find nearest neighbors from a principal axis search 

tree using the PAT and MPAT method, many projection 

values and boundary points must be evaluated for a query 

point. Numbers of projection values and boundary points to 

be evaluated for a query point are in proportion to the number 

of unrejected internal nodes. For a large tree, to evaluate 

projection values and boundary points for a query point may 

take much computation time. 

 To overcome this problem, the OST method creates an 

orthogonal search tree for a data set using an orthonormal 

basis evaluated from the data set and a similar search tree 

construction process as that presented in the PAT method. In 

the OST method, an orthogonal vector is chosen from the 

orthonormal basis for a node to partition data points of a node 

into child nodes. The orthogonal vector selected by a node 

must perpendicular to those orthogonal vectors chosen by 

ancestors of the node. That is, the level of an orthogonal 

search tree must less or equal to the  number of dimemsions. 

 To find nearest neighbors for a query point using the 

OST method, projection values of the query point onto 

orthogonal vectors and a node elimination inequality are used 

to reject impossible nodes. For a node, which cannot be 

rejected by the node elimination inequality, a point 

elimination inequality is also applied to reject impossible data 

points.  

 Comparing to the PAT and MPAT algorithms, the OST 

algorithm requires no boundary points and only little 

computation time on evaluating projection values in the 

nearest neighbors finding process.  



3 Real Data Sets 

 To evaluate the performance of fast kNN search 

algorithms, two sorts of real data sets were selected and 

described in the following sections. 

3.1 Data Sets From Real Images 

 In this paper, 8 real images with size of 512 × 512 pixels 

from USC-SIPI Image Database [9] (see Table I) were 

selected to generate 9 data sets and 10000 query points.  

Table I : Images from USC-SIPI Image Database 

    
Lena Milk Peppers F16 

    
Tiffany Baboon Bridge Lake 

 Each data set is a codebook generated using the LBG 

[10] algorithm and all non-overlapping 4×4 image blocks 

obtained from 8 images. Here, 9 data sets were generated. 

Five of them are with 16 dimensions and various numbers of 

data points (1024, 2048, 4096, 8192, and 16384) and the 

others are with various dimensions (4, 64, 256, 1024) and 

1024 data points. 

 Each query point is a non-overlapping 4×4 image block 

randomly selected from 8 images. 

3.2 Data Sets From UC Irvine Machine 

Learning Repository 

 UC Irvine machine learning repository [11] provides 

many useful real data sets. In this paper, 10 real data sets with 

numeric data and various numbers of dimensions as listed in 

Table II were selected in the paper. For each data set, 10000 

query points were generated by randomly selecting data points 

from the data set.  

 In convinience, data sets listed in Table II are referred to 

as "Iris", "DL_Sensor", "Abalone", "Magic", "Letter", 

"Ionosphere", "Statlog", "Waveform", "Optical", and 

"SECOM", respectively.  

 

 

Table II : Data Sets from UC Irvine machine learning 

repository 

Name Dimensions Data Points 

Iris 4 150 

Dodgers Loop Sensor  6 50400 

Abalone 8 4177 

MAGIC Gamma Telescope 10 19020 

Letter Recognition 16 20000 

Ionosphere 34 351 

Statlog (Landsat Satellite) 36 6435 

Waveform Database Generator 40 5000 

Optical Recognition  64 5620 

SECOM 590 1567 

4 Experimental Results 

 To evaluate the performance of fast kNN search 

algorithms, data sets and query points obtained in section 3 

were used for testing the performance of six kNN search 

algorithms (FSA, PAT, LAI, LBT, MPAT, and OST).  

 In the experiment, all search trees were constructed with 

nc=20 for the PAT, MPAT, and OST algorithms. For the LBT 

algorithm, source code downloaded from the author's web site 

[12] is used. All programs were implemented using Microsoft 

Visual C++ 2008 Express under Windows Vista Home 

Premium. All programs were executed on a personal 

computer with Intel Core 2 Due P8600 2.4G Hz and memory 

of 4 GB. 

4.1 Experiment Using Data Sets From Real 

Images 

 Tables III and IV list the preprocessing time (in 

milliseconds) for five fast kNN search algorithms. From 

Tables III and IV, we can see that the LBT and OST 

algorithms take the most preprocessing time in different cases. 

When a data set with a large number of data points, the LBT 

algorithm will take a lot of preprocessing time while for a data 

set with a large number of dimensions, the OST algorithm has 

the most preprocessing time.  

Table III : Preprocessing time for five kNN search algorithms 

were applied on data sets with 16 dimensions and various 

numbers of data points. 

Number of 

Data Points 
PAT LAI LBT MPAT OST 

1024 16 0 39 16 31 

2048 16 0 164 16 78 

4096 39 8 1,014 47 164 

8192 117 47 6,755 133 375 

16384 312 179 59,826 343 905 



Table IV : Preprocessing time for five kNN search algorithms 

were applied on data sets with 1024 data points and various 

numbers of dimensions. 

Number of 

Dimensions 
PAT LAI LBT MPAT OST 

4 0 0 24 0 8 

16 16 0 39 16 31 

64 16 0 39 32 718 

256 78 0 55 109 15,140 

1024 289 15 4,431 437 390,461 

 Table V gives the total search time (in milliseconds) to 

find nearest 3 neighbors for 10000 query points from data sets 

of various numbers of data points using six kNN search 

algorithms. From Table V, we can find that the LAI algorithm 

is the best algorithm when the number of data points is small. 

For a large number of data points, the OST method becomes 

the best one. 

Table V : Total search time for finding nearest 3 neighbors for 

10000 query points from data sets of various numbers of data 

points. 

Number of 

Data Points 
FSA PAT LAI LBT MPAT OST 

1024 590 71 45 110 71 55 

2048 1,175 98 73 172 98 78 

4096 2,338 149 119 281 147 120 

8192 4,738 288 196 476 290 182 

16384 9,311 372 331 811 367 252 

 Table VI shows the total search time (in milliseconds) to 

find nearest 3 neighbors for 10000 query points from data sets 

with 1024 data points and various numbers of dimensions. 

From Table VI, we can find that the LAI algorithm is the best 

algorithm when the number of dimensions is small. For a 

large number of dimensions, the LBT method becomes the 

best one. 

Table VI : Total search time for finding nearest 3 neighbors 

for 10000 query points from data sets of various numbers of 

dimensions. 

Number of 

Dimensions 
FSA PAT LAI LBT MPAT OST 

4 174 30 20 47 30 23 

16 590 71 45 110 71 55 

64 2,430 204 136 265 200 158 

256 9,943 846 568 890 836 655 

1024 41,355 3,987 2,757 2,442 3,931 3,076 

 From this experiment, we can say that the LAI and OST 

algorithms are good choices for data sets from real images 

and with numbers of dimensions less than 256. For the 

number of dimensions greater than 256, the LBT algorithm 

becomes the best choice. 

4.2 Experiment Using Data Sets From UC 

Irvine Machine Learning Repository 

 Tables VII and VIII enumerate the preprocessing time 

(in milliseconds) and total search time (in milliseconds) for 

kNN search algorithms were applied on data sets from UC 

Irvine machine learning repository. Total search time for a 

data set and a kNN search algorithm in Table VIII is the total 

computation time to find nearest 3 neighbors for 10000 query 

points. 

Table VII : Preprocessing time for five fast kNN search 

algorithms were applied on data sets from UC Irvine machine 

learning repository. 

Data Set PAT LAI LBT MPAT OST 

Iris 0 0 0 0 0 

DL_Sensor 1,872 1,669 1,001,890 1,965 2,106 

Abalone 16 16 1,906 31 47 

Magic 343 234 1,013,609 343 546 

Letter 421 265 159,140 468 1,154 

Ionosphere 0 0 15 0 63 

Statlog 94 47 3,468 124 1,482 

Waveform 78 16 2,109 93 1,950 

Optical 140 31 2,110 156 3,682 

SECOM 265 16 188 359 106,314 

 Table VIII : Total search time for finding nearest 3 

neighbors for 10000 query points from different data sets. 

Data Set FSA PAT LAI LBT MPAT OST 

Iris 36 14 16 15 13 11 

DL_Sensor 11,572 84 718 390 83 69 

Abalone 1,223 37 34 110 33 27 

Magic 6,900 220 939 907 217 131 

Letter 11,323 772 1,733 1,250 780 541 

Ionosphere 435 173 162 515 168 153 

Statlog 8,274 516 518 1,500 499 451 

Waveform 7,281 2,775 4,477 17,843 2,796 2,746 

Optical 13,163 2,427 5,025 11,156 2,360 2,256 

SECOM 36,361 2,105 3,518 16,531 2,072 1,752 

From table VII, we can find that the LBT and OST algorithms 

take more preprocessing time than others. The preprocessing 

time of LBT algorithm is very sensitive to the number of data 

points. For a data set with a large number of data points, such 

as "DL_Sensor", "Magic" and "Letter" data sets, the LBT 

algorithm  requires a long time to create a lower-bound tree. 

The preprocessing time of the OST is highly influenced by the 

number of dimensions. For a data set with a large number of 

dimensions, it takes a lot of computation time to evaluate the 

orthogonal basis for the data set. In table VIII, we can see that 



the OST algorithm performs well for all data sets and the 

MPAT ranks second.   

 From this experiment, we can conclude that the OST 

algorithm is a good choice for most data sets. However, in the 

case of a data set with a huge number of dimensions  and the 

preprocessing time is important, the MPAT algorithm is a 

better choice than the OST algorithm. From [7], we know that 

the performance of the MPAT algorithm is highly influenced 

by the number of data points in leaf nodes. In the case of the 

MPAT algorithm is applied, a suitable nc must be chosen to 

ensure that the number of data points in leaf nodes is large to 

achieve a good performance. 

5 Conclusions 

 The performance of fast kNN search algorithms is highly 

influenced by the number of dimensions, number of data 

points, and data distribution of a data set. To help understand 

the performance of fast kNN search algorithms on data sets of 

different types, five fast kNN search algorithms were tested in 

this paper using data sets from real images and UC Irvine 

machine learning repository. From the experimental results, 

we can find that the OST algorithm performs well for most 

cases. For a data set from real images, the LAI algorithm is 

also a good choice. If a data set with a huge number of 

dimensions and the preprocessing time is important, the 

MPAT method becomes the best choice. 
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